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1 Uvod

Pri kvantitativni analizi digitalne slike običajno želimo pridobiti določeno informacijo o objektih na sliki. Postopek analize sestoji iz  predobdelave (izboljšava kontrasta, svetlosti, odprava šuma ...), razgradnje (segmentacija) ter analize lastnosti iskanih objektov (dimenzije, površina, oblika, barva, tekstura itd.).

Pomembna operacija v fazi predobdelave je odprava svetlostne nehomogenosti. Defekt nastane zaradi nepravilnosti v fazi zajema slike in je viden kot gladka sprememba intenzitete čez celotno sliko. Pri klasičnih slikah, temelječ na zajemu vidne svetlobe prizora, je napaka posledica neenakomerne osvetlitve, popačenja leč, nelinearnosti ali nestabilnosti svetlobnega senzorja itd. Pri drugih načinih zajema slik, kot je npr. magnetno resonančno slikanje v medicini, se vzrok skriva v nehomogenosti magnetnega polja in radio-frekvenčnega sprejemnika ter poziciji opazovanega objekta. 

Algoritmi odprave svetlostne nehomogenosti se delijo v pro- in retrospektivne, pri čemer so prvi zgolj kalibracijske narave. Drugi so zahtevnejši in se uporabljajo v primerih, ko efekt svetlostne nehomogenosti ni konstanten in je potrebno vsako sliko ločeno izboljšati. Različni pristopi so bili primerjani in ovrednoteni v [1].    

V postopku razgradnje se slika razdeli na posamezna področja, ki ustrezajo iskanim objektom na sliki. Rezultat je indeksirana slika, kjer ima vsaka točka definirano pripadnost k določenem objektu. Najenostavnejši postopki zgolj razvrščajo točke glede na njihovo intenziteto. Kompleksnejši uporabljajo dodatno znanje o reševanem problemu v obliki modelov.

Ko so posamezni objekti izločeni iz slike, jih je možno podrobneje analizirati. Določajo se njihove lastnosti površine, oblike, barve, teksture itd. Iz dobljenih značilk se nato izvede rešitev podanega problema.

V tej seminarski nalogi je predstavljena metoda, ki odpravlja svetlostne nehomogenosti in je sliko nato zmožna tudi do določene mere razgraditi. V preteklosti sta bili obe opravili obravnavano ločeno. Prvo kot del predobdelave, drugo razgradnje. V zadnjem času so se pojavile metode, ki povezujejo obe funkciji. Dawant in drugi [2] so ročno izbrali nekaj točk belega tkiva možgan iz katerih so extrapolirali  oceno svetlostne nehomogenosti. Rešitev z dodano adaptivno razgradnjo z mehkimi K-povprečji so predlagali v [3]. Uporabo dodatnega znanja v obliki modelov so implementirali v [4], kjer so alternirali med klasifikacijo točk dobljeno iz ocen verjetnostne porazdelitve ter parametri svetlostne nehomogenosti. Začetna porazdelitev je bila pridobljena iz digitalnega atlasa možgan. Podobno so kombinirali metodi razgradnje in odprave svetlostne nehomogenosti v [5].

2 Postopek

Predstavljena metoda je nadgradnja obstoječega algoritma za odpravo svetlostnih nehomogenosti [6]. V nadaljevanju bodo opisani osnovni mehanizmi s povdarkom na razširitvi metode na razgradnjo. 

Odpravljanje nehomogenosti se izvrši v več iteracijah, ki vključujejo naslednje korake:


V prvem koraku se iz trenutne slike oceni funkcijo gostote verjetnosti (prostor značilk), ki je funkcija intenzitete u(x) ter drugega odvoda intenzitete u''(x). Slednja značilka je lahko tudi prvi odvod, rezultat filtra mediane, oziroma vsaka operacija ali dodatno znanje, ki prostor značilk bolje razdeli v posamezne roje. Primer slike ter pripadajočega prostora značilk je na sliki 1.

Rezultat drugega koraka je zemljevid zgostitve s(x), ki vsaki točki slike pripiše njeno želeno diskretno(-1, 0, 1) spremembo intenzitete. Želeno spremembo določa vektor srednjega premika (ang. mean shift vector), ki je definiran v prostoru značilk. Če je pripadajoči vektor točke usmerjen v pozitivni smeri intenzitetne osi, se točki priredi vrednost 1, za negativno smer –1, za majhne vrednosti vektorja pa 0. Smeri želja posameznih točk so ocenjena tako, da prispevajo k strjevanju rojev v prostoru značilk. Na sliki 2 so trije nivoji želja prikazani z belo (1), sivo (0) in črno (-1) barvo. Leva slika je zemljevid zgostitve v prostoru značilk, desna pa njena preslikava v prostor slike.
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Slika 1: Slika s svetlostno nehomogenostjo ter pripadajoč prostor značilk
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Slika 2: Zemljevid zgostitve v prostoru značilk (levo) in prostoru slike (desno)

Tretji korak je regularizacija želenih smeri prejšnjega koraka z Gaussovim filtrom, ki s širino svojega jedra modelira gladko naravo intenzitetne nehomogenosti. Tako dobljena slika je že ocena popravka svetlostne nehomogenosti m(x) (slika 3).
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Slika 3: Ocena svetlostne nehomogenosti

V zadnjem koraku se ocenjena nehomogenost ustrezno normalizira in aplicira na trenutno sliko. Svetlostna nehomogenost se običajno modelira na dva načina:

· multiplikativno
ui+1(x) = m(x) × ui(x)
· aditativno 

ui+1(x) = m(x) + ui(x)
Pri prvem so posamezne intenzitete množene s krajevno (kordinatni sistem slike) odvisnim faktorjem nehomogenosti (m(x)), v drugem primeru pa se ta faktor prišteva k intenzitetam. V opisani metodi je uporabljen multiplikativni model, ki je ustrezen v primerih nehomogene osvetlitve, lečja, ojačenja svetlobnega senzorja ter MR in CT medicinskih napravah. Aditativni model je ugodnejši za presvetlitvene tehnike, npr. pri nekonstantni debelini reza tkiva pod mikroskopom.

Iteracijski postopek se ponavlja toliko časa, dokler je ocena svetlostne nehomogenosti še dovolj velika.

Slika 4 prikazuje vpliv metode na histogram slike, kjer sta se dva roja strnila, zvišala vrhove in povečala ločljivost. Razgradnja tako popravljene slike je sedaj veliko lažja.
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Slika 4: Histogram začetne (nižji) ter popravljene slike (višji)

Posplošitev

Naravo algoritma se lahko spremeni v razgradnjo, če se pri izračunu ocene svetlostne nehomogenosti za regularizacijo uporabi Gaussovo jedro čedalje manjše širine, ki postopoma ne modelira več gladkega polja, ampak deluje čedalje bolj lokalno dokler ne vpliva zgolj na posamezne točke slike. Roji v prostoru značilk postajajo tako čedalje ožji in se v idealnem primeru približujejo eni sami vrednosti, ki na koncu pomeni indeks določenega objekta. Realno je bila dosežena minimalna širina rojev med 5 in 15 svetlostnih stopenj na 255 nivojski skali.

Sprememba originalnega algoritma je v tem, da se prvi korak iteracij izračuna samo prvič, rezultat pa se uporabi v vseh naslednjih iteracijah. To je bilo potrebno zaradi stabilnosti prostora značilk, ki je drugače konvergiral k obliki jedra za izračun vektorja srednjega premika, ne pa k ustreznim rojem struktur na sliki. 

Zaradi povečane stabilnosti prostora značilk je bil odstranjen tudi korak normalizacije histograma, ki je bil sicer potreben za preprečevanje počasnega drsenja intenzitet slike proti nasičenju.

V drugem koraku metode, pri izračunu zemljevida zgostitve značilk, želje posameznih točk niso več trinivojske (-1, 0, 1) ampak le dvonivojske (-1 in 1). Pri odpravi svetlostne nehomogenosti je bil namreč regularizacijski Gaussov filter dovolj širok, da je vplival tudi na vse nevtralne (nivo 0) točke, kar pri razgradnji z zelo ozkim filtrom ne drži več in bi nekatere točke preprosto obmirovale. Slednje pomeni, da se ne bi priključile nobenemu roju in razgradnja ne bi bila popolna.

Slika 5 prikazuje vpliv razgradnje na histogram slike. Roja sta bila na originalni sliki nizka s precejšnjim prekrivanjem. Odprava svetlostne nehomogenosti ju je nekoliko popravila, razgradnja je v tej smeri nadaljevala in ju na koncu popolnoma ločila in močno strnila. Začetno in končno stanje je vidno na sliki 6.
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Slika 5: Histogram začetne in popravljene slike ter po razgradnji
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Slika 6: Začetna popačena slika ter končna razgrajena slika

3 Rezultati

Metoda je bila preizkušena na treh nizih slik: 

1 Umetno generirana slika šahovnice z apliciranim Gaussovim šumom in  intenzitetno nehomogenostjo

2 MR T1 volumni človeških možgan : 2 volumna iz internetne baze BrainWeb v Motrealu.


3 Industrijski prizor pri kontroli kakovosti tablet: 2 sliki

V prvem koraku metode je pri gradnji prostora značilk možno uporabiti poljubno značilko. Opravljena je bila primerjava rezultatov za naslednje značilke:

· 'Laplace' : drugi odvod intenzitet z Laplaceovim operatorjem velikosti 3x3

· 'Mediana' : razlika originalne slike in njene filtrirane različice (operator mediane velikosti 3x3)

· 'Gauss' : visokofrekvenčna komponenta slike, ki je izračunana kot razlika originalne slike in njene filtrirane različice (konvolucija z Gaussovim jedrom s standardno deviacijo 1 točke). 

Niz 1

Ocene so podane kvalitativno na osnovi histogramov obdelanih slik. Začetna in popravljena slika prvega niza sta prikazani na sliki 6. Na spodnji sliki so prikazani trije histogrami po odpravljeni svetlostni nehomogenosti z značilko Laplacea, mediane ter Gaussa. Vse tri so bile uspešne in precej izenačene.
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Slika 7: Histogrami po odpravljeni svetlostni nehomogenosti
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Slika 8: Histogrami po opravljeni razgradnji za značilke Laplacea, mediane ter Gaussa

Iz končnih histogramov na gornji sliki je razvidno, da se je največji strnitvi rojev najbolj približala različica z mediano v prostoru značilk. 

S stališča razgradnje je pomembno predvsem dejstvo, da se roja med seboj več ne prekrivata in je možno s postavitvijo praga kjerkoli med intenzitetami od 105 do 120 enako upragoviti sliko.

Niz 2

V tem delu eksperimenta so podane kvantitativne ocene intenzitetne nehomogenosti (cjv – ang. coefficinet of joint variations) ter razgradnje (J - mera Jaccardija).
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Obe meri potrebujeta pravo razgradnjo slike, ki jo opravi strokovnjak s področja uporabe. V izrazu cjv nastopajo standardne deviacije (() in povprečne vrednosti (() intenzitet dveh tkiv. Jaccardijeva mera pa vsebuje presek ocenjene (E1) ter prave (G1) razgradnje v števcu in njuno unijo v imenovalcu.

Na rezultate metode vpliva tudi uporabljena maska, ki določa aktivne dele slike. Glavni roji v prostoru značilk so namreč bolje ločeni, če ni prisotnih dodatnih rojev okoliških struktur slike. Odstranjeni so ozadje slike ter kostno tkivo. Maska je bila uporabljena samo v experimentu za primerjavo rezultatov z obstoječo metodo M4 [7], kjer so avtorji uporabili enak pristop.

V spodnjih tabelah RFC označuje razširjeno metodo, predstavljeno v tej seminarski nalogi. Primerjane so tri različice glede na uporabljeno značilko za izgradnjo prostora značilk.

Eksperiment je bil opravljen na dveh MR volumnih normalnih možgan s 3% Gaussovega šuma. Prvi je vseboval 40% svetlostne nehomogenosti, drugi pa 0%. Oznaka GM (ang. gray matter) predstavlja sivo, WM (ang. white matter) pa belo tkivo možgan.

	      cjv(GM/WM) % 

slika
	Orig.
	M4 – z masko
	RFC – z masko - Laplace
	RFC - Laplace
	RFC – mediana
	RFC – Gauss

	NO MR T1 40% 
	69.3
	51.5
	51.8
	53.6
	53.5
	53.4

	NO MR T1 0%
	51.6
	52.1
	52.0
	52.2
	52.5
	52.9


Tabela 1: Rezultati odprave svetlostne nehomogenosti

	J

slika
	JGM
	JWM

	
	RFC - Laplace
	RFC – mediana
	RFC – Gauss
	RFC - Laplace
	RFC – mediana
	RFC – Gauss

	NO MR T1 40% 
	0.87
	0.88
	0.89
	0.88
	0.90
	0.91

	NO MR T1 0%
	0.90
	0.90
	0.90
	0.90
	0.90
	0.91


Tabela 2: Rezultati razgradnje

Pri odpravi svetlostne nehomogenosti se je RFC metoda z uporabljeno masko izkazala enakovredno M4 metodi.

Iz tabel 1 in 2 je razvidno, da rezultati zelo malo varirajo glede na izbiro dodatne značilke (Laplace, mediana, Gauss) v prvem koraku metode.

Precejšen vpliv ima na rezultat uporabljena maska, saj se cjv mera v treh zadnjih stolpcih tabele 1, kjer maska ni bila uporabljena, precej poslabša.

Niz 3

Algoritem je bil kvalitativno ocenjen še na dveh slikah realnih industrijskih prizorov zajetih s sistemom za vizualno kontrolo kakovosti tablet.

[image: image13.png]



[image: image14.png]histogram

35

25

N

w

0.5

x10*

original

popravljeno |

40

140

ux)




Slika 8: Tablete v pretisnih omotih ter histogram originalne in popravljenih slik

Na desni gornji sliki so prikazani originalni histogram ter trije (Laplace, mediana in Gauss) izenačeni popravki po odstranitvi svetlostnih nehomogenosti.
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Slika 9: Razgrajena slika ter pripadajoči histogrami za vse tri različice RFC metode

Na gornji sliki je razgrajena slika ter izenačeni histogrami vseh treh različic metode. Poleg dveh večjih rojev je metoda prepoznala tudi nekaj manjših, ki po svojih lastnostih očitno preveč odstopajo, da bi jih bilo moč pridružiti večjim rojem.
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Slika 10: Originalna in razgrajena slika
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Slika 11: Histogrami do razgradnje (levo) in po razgradnji (desno)

Na slikah 10 in 11 je prikazan primer scene, ki vsebuje več rojev: dva tipa tablet, ozadje in sence. Intenziteta svetlejših tablet je zelo blizu ozadju in ju je predstavljeni algoritem napačno združil skupaj. Pri pregledu razgrajenih rezultatov (desne slike) so namreč vidni samo trije roji: prvi so sence, drugi temne tablete, tretji pa je ozadje združeno s svetlimi tableti.

Maksimalna strnjenost rojev je bila dosežena z značilko mediane.

Čas izvajanja je na računalniku Intel Pentium IV 1,5GHz trajal 30sek za 2d slike in 25min za volumne.

4 Zaključek

Prvi del metode, odpravljanje svetlostnih nehomogenosti, uspešno deluje na vseh preizkušenih podatkih. Rezultati MR slik so bili enakovredni uveljavljeni metodi minimizacije informacije M4. 

Od uporabljenih značilk se je najbolje izkazala različica z mediano, ki je vedno dosegla največjo zgostitev rojev.

Pokazana je bila tudi slabost celotne metode pri slikah z zlitimi roji (niz 3), kjer iteracije divergirajo od prave rešitve. Z uporabo dodatne značilke, ki bi prinesla dovolj ločevalne informacije med različnimi roji, bi se ta problem lahko rešil. Dodatno znanje bi bilo lahko v obliki digitalnega atlasa pri slikah možgan (metoda ne deluje za MR PD slike in slabo na MR T2 slikah) oziroma v naprej znana verjetnostna porazdelitev rojev. 

Drugi del metode je pomemben, ker pri razgradnji združuje prostor značilk (osnova je intenziteta) ter prostor slike, kjer so vplivi sosednjih točk povezani skupaj. Da bi se resnično doseglo indeksirano-razgrajeno sliko (maksimalno ozki roji), bi bilo potrebno uvesti dodatno upragovljanje ali pa prirediti korak apliciranja svetlostne nehomogenosti na trenutno sliko iteracije.
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